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TÓM TẮT 

Nghiên cứu này đề xuất mô hình học sâu để phát hiện và phân loại tế bào máu như hồng 

cầu, bạch cầu và tiểu cầu dựa trên ảnh tế bào máu, sử dụng kiến trúc mạng SPARSE RCNN 

kết hợp các hàm mất mát GIOU, Focal và L1, nhằm hỗ trợ bác sỹ phát hiện sự phát triển bất 

thường của các loại tế bào máu, qua đó chẩn đoán sớm được các bệnh lý khác nhau như nhiễm 

trùng trong cơ thể, viêm họng, viêm phổi, viêm màng não và các bệnh lý khác. Ngoài ra, phát 

hiện sớm sự bất thường của các tế bào hồng cầu, bạch cầu và tiểu cầu có thể giúp bác sĩ đánh 

giá tổng thể về sức khỏe của bệnh nhân, chẳng hạn như mức độ thiếu máu hoặc bệnh lý liên 

quan đến hệ miễn dịch của cơ thể. Thực nghiệm được tiến hành dựa trên bộ dữ liệu Blood Cell 

Count and Detection - BCCD (COCO) lần lượt với các kiến trúc Single shot detector (SSD), 

SPARSE RCNN và kết hợp các hàm mất mát để giám sát, kết quả mô hình được xây dựng từ 

SPARSE RCNN đạt mAP là 0,591 tốt hơn mô hình SSD đạt mAP là 0,326 và các kết quả khác 

đã công bố. 

Từ khóa: SSD, BLOOD CELL, SPARSE RCNN , BCCD. 

1.  MỞ ĐẦU 

Các bệnh về máu có thể gây ra nhiều vấn đề về sức khỏe như suy giảm chức năng tế bào 

máu, tăng nguy cơ nhiễm trùng và các vấn đề về huyết áp [1, 2]. Bệnh lý về máu là nhóm bệnh 

liên quan đến hệ tuần hoàn và sản sinh máu trong cơ thể, một số bệnh thường gặp như: Thiếu 

máu là một căn bệnh khá phổ biến và xảy ra khi lượng tế bào hồng cầu (máu đỏ) trong cơ thể 

thiếu hụt, gây ra triệu chứng như mệt mỏi, hoa mắt, vàng da, suy nhược cơ thể, đặc biệt thai 

phụ khi bị thiếu máu sẽ tăng nguy cơ bị sinh non [3]. Bệnh bạch cầu là bệnh liên quan đến tế 

bào bạch cầu (máu trắng) phát triển bất thường thành ác tính, gồm viêm tủy xương và ung thư 

tủy xương, có hai loại bệnh bạch cầu là cấp tính và mãn tính [2, 4, 5]. Các bệnh về máu khác 

như thiếu máu bẩm sinh, bệnh Thalassemia, bệnh von Willebrand, bệnh bạch cầu loại trừ miễn 

dịch và bệnh Hodgkin [6]. Thông thường bệnh lý về máu rất khó phát hiện và dễ bị nhầm lẫn 

với các bệnh lý khác nên tùy thuộc vào từng loại bệnh lý với các triệu chứng mà cách điều trị 

có thể khác nhau. Việc giúp bác sỹ sớm đưa ra chẩn đoán bệnh chính xác và có phác đồ điều 

trị kịp thời là rất quan trọng nhằm giảm thiểu tác động của các bệnh lý này đến sức khỏe của 

bệnh nhân. Đó cũng là lý do tại sao việc phát hiện các tế bào máu phát triển bất thường thông 

qua các phương pháp xét nghiệm máu, soi đếm tế bào máu là một phương pháp chẩn đoán 

quan trọng và cần thiết [5, 7]. 
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2.  CÁC CÔNG TRÌNH LIÊN QUAN 

Thời gian gần đây, có rất nhiều nghiên cứu ứng dụng khoa học máy tính, đặc biệt là học 

sâu đã trở thành một công cụ quan trọng được dùng vào phát hiện đối tượng trong ảnh y khoa. 

Các nghiên cứu chứng minh việc sử dụng các thuật toán học sâu để phát hiện đối tượng trong 

ảnh y khoa có thể đem lại kết quả rất tốt và đáng tin cậy. Chẳng hạn như nghiên cứu của Wang 

cùng cộng sự đã sử dụng mô hình Faster RCNN để phát hiện u xơ tử cung [8]. Liu cùng nhóm 

nhiên cứu phát triển một mô hình học sâu để phát hiện bệnh nhân ung thư gan dựa trên ảnh 

CT [9]. Y Sharifi và nhóm nghiên cứu đã sử dụng kỹ thuật học sâu để phát hiện các khối u 

trong ảnh siêu âm tuyến giáp [10]. L Zhang cùng cộng sự phát triển mô hình học sâu để phát 

hiện và định vị các khối u trên ảnh siêu âm buồng trứng [11]. Nghiên cứu của S Kulhare và 

cộng sự đã sử dụng kỹ thuật học sâu để phát hiện các khối u trên màng phổi [12]. Nhóm nghiên 

cứu của Bruno đã đề xuất mô hình mạng neuron tích chập đa tầng để phân loại các khối u trực 

tràng trên ảnh toàn bộ lát cắt mô [13]. Sara Hosseinzadeh Kassani cùng nhóm nghiên cứu đã 

đề xuất mô hình học sâu phát hiện và phân loại sự phát triển bất thường của bạch cầu dựa trên 

ảnh soi tế bào máu qua kính hiển vi [14]. Hagar Mohamed cùng nhóm nghiên cứu đã đề xuất 

hai mô hình với kiến trúc VGG16 và denseNet121 để phân loại các bệnh ung thư máu [15]. M 

Samir Abou El-Seoud cùng nhóm nghiên cứu đã sử dụng mạng CNN (Convolutional neural 

networks) để phát hiện và phân loại các loại tế bào máu trắng [16]. Chao Chen cùng nhóm 

nghiên cứu sử dụng mạng học sâu để phân tích tế bào máu [17]. David Opeoluwa Oyewola 

cùng cộng sự đã đề xuất mạng tăng cường dữ liệu DACNN (Data Augmentation Convolutional 

Neural Network) phân tích tế bào máu để xác định bệnh sốt rét [18]. Maria Delgado-Ortet 

cùng nhóm nghiên cứu đã sử dụng mạng CNN phân đoạn tế bào máu xác định có hay không 

nhiễm bệnh sốt rét [19]. Ashish Girdhar cùng cộng sự sử dụng mạng CNN để phân loại tế bào 

bạch cầu [20]. Hüseyin Kutlu cù cộng sự đã sử dụng các kiến trúc mạng học sâu như RCNN 

(Region based Convolutional Neural Networks), AlexNet, VGG16, GoogLeNet, ResNet50 

kết hợp học chuyển tiếp để phát hiện và phân loại bạch cầu [21]. 

Bên cạnh đó cũng có nhiều công trình trong học sâu được đề xuất để phát triển bài toán 

phát hiện đối tượng, cụ thể Ross Girshick cùng nhóm nghiên cứu đã đề xuất mạng RCNN để 

giải quyết bài toán phát hiện đối tượng [22]. Tiếp theo, Fast RCNN là kiến trúc mạng neuron 

đã được Ross Girshick cải tiến về mặt tốc độ so với RCNN [23]. Shaoqing Ren cùng cộng sự 

đề xuất kiến trúc mạng Faster RCNN [24]. Kiến trúc “You Only Look Once: Unified, Real-

Time Object Detection” viết tắc là YOLO của Joseph Redmon cùng nhóm nghiên cứu đề xuất 

là một phương pháp tiếp cận thống nhất cho việc phát hiện đối tượng thời gian thực. Phương 

pháp này sử dụng một mô hình mạng neuron đơn giản để xác định các vùng quan tâm (ROI) 

trên ảnh, dự đoán lớp và hộp giới hạn cho các đối tượng trong vùng đó [25]. Kiến trúc 

RetinaNet là một mô hình phát hiện đối tượng tiên tiến được giới thiệu bởi Tsung-Yi Lin cùng 

nhóm nghiên cứu [26]. NAS-FPN (Neural Architecture Search Feature Pyramid Network) là 

một kiến trúc mạng neuron tiên tiến được giới thiệu bởi Golnaz Ghiasi cùng nhóm nghiên cứu. 

Mô hình này sử dụng kỹ thuật Neural Architecture Search (NAS) để tìm kiếm kiến trúc mạng 

neuron tối ưu cho việc trích xuất đặc trưng trong phát hiện đối tượng. NAS-FPN kết hợp hai 

thành phần chính: một mô-đun phát hiện đối tượng trên các đặc trưng đa tầng được tạo ra bởi 

FPN và một mô-đun NAS được sử dụng để tìm kiếm kiến trúc phù hợp nhất cho mô-đun phát 

hiện đối tượng. Mô-đun NAS được áp dụng trên tập dữ liệu huấn luyện để tìm kiếm kiến trúc 

mạng neuron tối ưu cho việc phát hiện đối tượng [27]. YOLOv3 là một trong những mô hình 

phát hiện đối tượng tiên tiến được giới thiệu bởi Joseph Redmon cùng nhóm nghiên cứu vào 

năm 2018 [28]. 

Các nghiên cứu trên cho thấy tiềm năng của học sâu dựa trên dữ liệu y khoa, đặc biệt là 

dữ liệu ảnh trong việc hỗ trợ bác sỹ phát hiện và chẩn đoán các bệnh lý, đồng thời khẳng định 
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rằng phương pháp này có thể giúp nâng cao độ chính xác và tốc độ của quá trình chẩn đoán 

bệnh đặc biệt là các bệnh liên quan đến phân tích tế bào máu. 

 

Hình  1. Kiến trúc Fast RCNN Network 

Để giải quyết vấn đề đặt ra, bài báo này tập trung giải quyết 2 công việc cụ thể như sau: 

- Xây dựng mô hình học sâu dựa trên kiến trúc mạng RCNN kết hợp kiến trúc ma trận 

“thưa” SPARSE, để phát hiện và phân loại đối tượng dựa trên ảnh tế bào máu. 

- Thực nghiệm: 1. Tiến hành với mô hình xây dựng từ kiến trúc SPARSE RCNN; 2. 

Tiến hành với mô hình được xây dựng từ kiến trúc SSD, cả 2 mô hình này đều kết hợp với các 

hàm mất mát: GIOU, Focal và L1 để giám sát tất cả các quá trình phát hiện và phân loại đối 

tượng; 3. Tiến hành với các mô hình được xây dựng trên kiến trúc YOLOF (You Only Live 

Once - level Feature) và YOLOv3 (phiên bản thứ ba của thuật toán YOLO) của các công trình 

khác đã công bố, đồng thời cũng tiến hành trên các phiên bản YOLOv7 và YOLOv8. Thực 

nghiệm trên cùng bộ dữ liệu ảnh tế bào máu BCCD (COCO).  

Các kết quả này được trình bày trong phần 3, phần 4 minh hoạ những kết quả thực nghiệm 

cũng như các đánh giá. Phần cuối cùng là một vài kết luận và những hướng nghiên cứu còn bỏ 

ngỏ khi đề cập đến bài toán hỗ trợ phát hiện và phân loại tế bào máu. 

3.  PHƯƠNG PHÁP NGHIÊN CỨU 

3.1. SSD (Single Shot Multibox Detector) 

SSD là một thuật toán phát hiện đối tượng trong ảnh với tốc độ nhanh và độ chính xác cao. 

Thuật toán này sử dụng một mạng neuron tích chập (CNN) để trích xuất các đặc trưng của ảnh, 

sau đó sử dụng một bộ phân loại để xác định đối tượng có mặt trong ảnh và vị trí của nó. Điểm 

mạnh của SSD là tốc độ nhanh và khả năng phát hiện đa đối tượng trên cùng một ảnh. SSD sử 

dụng kỹ thuật anchor boxes để giảm số lượng vùng quan tâm cần phân loại. Kỹ thuật này giúp 

thuật toán tập trung vào các khu vực quan trọng trong ảnh, giảm thiểu thời gian xử lý và tăng độ 

chính xác. Tuy nhiên, điểm yếu của SSD là khả năng phát hiện đối tượng nhỏ hơn không tốt và 

thường cho kết quả không chính xác trên các đối tượng có hình dạng phức tạp. Do đó, SSD 

thường được sử dụng trong các ứng dụng yêu cầu tốc độ phát hiện nhanh [29, 30]. 
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Hình 2. Kiến trúc SSD 

3.2. SPARSE RCNN 

Sparse RCNN là một mô hình mạng neuron sử dụng trong bài toán phát hiện đối tượng 

trong ảnh, được phát triển dựa trên RCNN. Sparse RCNN có khả năng phát hiện các đối tượng 

trong ảnh một cách nhanh chóng và hiệu quả hơn so với RCNN truyền thống. Khác với RCNN, 

Sparse RCNN sử dụng một cấu trúc mạng học sâu đơn giản hơn và tận dụng tính hiệu quả của 

việc thực hiện phép tích chập một cách "thưa" (sparse) trên ảnh đầu vào. Điều này giúp giảm 

đáng kể số lượng vùng quan tâm (region of interest - ROI) cần được xử lý và giúp tăng tốc quá 

trình huấn luyện. Đối với RCNN truyền thống, quá trình phát hiện đối tượng được chia thành 

2 giai đoạn: Tìm các khu vực tiềm năng chứa đối tượng trong ảnh (region proposals). Phân 

loại đối tượng trong các khu vực tiềm năng đó bằng cách sử dụng một mạng CNN. Tuy nhiên, 

việc tìm kiếm các khu vực tiềm năng gặp nhiều vấn đề vì số lượng khu vực tiềm năng có thể 

lên đến hàng trăm nghìn trong một bức ảnh lớn. Để giải quyết vấn đề này, Sparse RCNN sử 

dụng một ma trận thưa, chỉ lưu trữ thông tin của một số khu vực tiềm năng quan trọng nhất 

(thông qua giá trị đánh dấu) để giảm độ phức tạp tính toán. Đồng thời, Sparse RCNN sử dụng 

một mô hình thuộc loại one-stage detector, tức là chỉ phân loại đối tượng một lần trực tiếp trên 

toàn bức ảnh, thay vì phân loại trên từng khu vực tiềm năng như RCNN truyền thống. Ngoài 

ra, Sparse RCNN cũng sử dụng một thuật toán mới để chọn và đánh giá các vùng quan tâm 

cần xử lý, giúp tăng độ chính xác và hiệu quả cho quá trình phát hiện đối tượng. Sparse RCNN 

là một mô hình phát hiện đối tượng trong ảnh cải tiến dựa trên RCNN, với tính năng "thưa" để 

giảm số lượng vùng quan tâm cần xử lý và thuật toán tối ưu hóa quá trình đánh giá vùng quan 

tâm, giúp tăng độ chính xác và tốc độ của quá trình phát hiện đối tượng [31]. 

 
Hình 3. Kiến trúc Sparse RCNN 
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4.  THỰC NGHIỆM VÀ KẾT QUẢ 

4.1. Dữ liệu 

Bộ dữ liệu BCCD (COCO) chứa ảnh các tế bào máu, gồm 364 ảnh về hồng cầu, bạch 

cầu, tiểu cầu. Mỗi ảnh có kích thước 640 × 480 pixel và có độ phân giải là 2 megapixel [32]. 

Bộ dữ liệu này gồm: 249 nhãn về tiểu cầu, 2938 nhãn hồng cầu, 263 nhãn là bạch cầu. 

 

Hình 4. Trực quan hóa các lớp ảnh trong bộ dữ liệu BCCD (COCO) 

 

Hình 5. Một ảnh đa đối tượng trong bộ dữ liệu BCCD (COCO) 

4.2. Thực nghiệm 

Bộ dữ liệu BCCD được chia thành ba phần gồm train, validation, test. Trong đó, 256 ảnh 

cho tập train, 74 ảnh dùng validation và 34 ảnh dùng để test. 

Tiền xử lý dữ liệu sử dụng các kỹ thuật random crop, reszie, random flip, brightnesss 

transform, gaussian transform, saturation transform, hue transform. 

Với kiến trúc SSD và SPARSE RCNN, lần lượt thực hiện các chiến lược huấn luyện để 

phù hợp với từng mô hình, gồm các thông số như sau:  
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Kiến trúc SSD: Sử dụng optimizer SGD với learning rate là 0.02, momentum = 0.9, 

weight decay = 0.0005. 

Kiến trúc SPARSE RCNN: Sử dụng optimizer ADAM với learning rate là 0.00005, 

weight decay = 0.001. 

Trong nghiên cứu này, sử dụng độ đo AP (Average Precision) là độ đo dùng để kiểm tra 

độ chính xác của các phương pháp phát hiện đối tượng. IoU là độ đo dùng để kiểm tra độ khớp 

nhau giữa bounding box được dự đoán của đối tượng và bounding box thật của đối tượng đó. 

𝑰𝑜𝑈 =
𝐴𝑟𝑒𝑎 𝑜𝑓 𝑂𝑣𝑒𝑟𝑙𝑎𝑝

𝐴𝑟𝑒𝑎 𝑜𝑓 𝑈𝑛𝑖𝑜𝑛
 

 

Hình  6. Minh họa cho IoU 

Với mỗi ngưỡng IoU xác định được một cặp precision và recall. Precision là tỉ lệ số lượng 

bounding box được dự đoán đúng trên tổng số bounding box được dự đoán. Recall là tỉ lệ số 

lượng bounding box được dự đoán đúng trên tổng số bounding box ground truth. Từ cặp 

precision và recall này, tính được AP và AP [0,1].  

Bài viết này đánh giá kết quả mỗi phương pháp bằng cách tính 𝐴𝑃IoU=0.5:0.95 và mAP là 

trung bình AP trên toàn bộ class. 

Khi quan sát bộ dữ liệu BCCD cho thấy dữ liệu bị mất cân bằng khá lớn ở các lớp, mất 

cân bằng lớn giữa nhãn hồng cầu so với hai nhãn còn lại, và vị trí của hồng cầu bị trùng lắp 

khá nhiều dẫn đến mô hình có thể học lệch qua nhãn của hồng cầu, và số lượng bounding box 

dự đoán sẽ bị thiếu vì các trường hợp trùng lắp có thể bị bỏ qua. 

Do đó, nghiên cứu này kết hợp ba hàm mất mát nhằm giải quyết các vấn đề trên: GIOU 

loss, Focal loss và L1 loss với chức năng giám sát từng nhiệm vụ của các kiến trúc mạng này. 

Cụ thể như sau: 

Hàm mất mát GIOU: giúp mô hình có giám sát tốt hơn về độ tương quan của các 

bounding box và độ trùng lắp của các bounding box làm giảm thiểu sự thiếu sót khi dự đoán.  

Gọi A và B lần lượt là hai bouding box Ground truth và dự đoán của mô hình 

𝐺𝐼𝑂𝑈 𝐿𝑜𝑠𝑠 =
1

𝑁
∑ 1 − (𝐼𝑜𝑈 −  1 +

|𝐴 ∪ 𝐵|

|𝐶|
)

𝑁

𝑖=1

 

Trong đó, C là diện tích nhỏ nhất để một hình chữ nhật có thể bao quanh cả 2 bouding box A 

và B. 

Hàm mất mát Focal: giúp cho mô hình không bị học lệch quá nhiều với nhãn hồng cầu. 

𝐹𝑜𝑐𝑎𝑙 𝑙𝑜𝑠𝑠 =
1

𝑁
∑ −𝛼(1 − 𝑝𝑡)𝛾𝑙𝑜𝑔 (𝑝𝑡)

𝑁

𝑖=1
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Trong đó, α  và 𝛾 là hai siêu tham số, pt là xác suất phân lớp. 

Hàm mất mát L1:  

𝐿1 𝑙𝑜𝑠𝑠 =
1

𝑁
∑|𝑦 − �̂�|

𝑁

𝑖=1

 

Trong đó, 𝑦 và �̂� lần lượt là nhãn và dự đoán của khối Regression tọa độ bouding box 

của kiến trúc này. 

Ngoài thực nghiệm trên 2 kiến trúc SSD và SPARSE RCNN, trong nghiên cứu này cũng 

tiến hành thực nghiệm với kiến trúc YOLOv8, YOLOv7, YOLOF và YOLOv3 của các công 

trình đã công bố trước đó để có cơ sở đối sánh với kết quả nghiên cứu.   

4.3. Kết quả 

Từ kết quả các thực nghiệm (Bảng 1) cho thấy mô hình SPARSE RCNN nhờ tận dụng 

ma trận SPARSE để giảm được độ phức tạp của tính toán, tập trung vào các vùng cần quan 

tâm (ROI) và loại bớt các thông tin không quan trọng, kết hợp với Branch-out Network được 

sử dụng để dự đoán vị trí của các đối tượng trên những khu vực không được quan tâm đến 

trong bước lấy mẫu. Các dự đoán này được tính bằng cách sử dụng thông tin từ các khu vực 

quan tâm khác trên ảnh thông qua một mạng neuron riêng biệt và được sử dụng để cập nhật 

các trọng số của mô hình chính. Điều này giúp cho mô hình SPARSE RCNN dự đoán chính 

xác và tốt hơn so với mô hình được xây dựng từ kiến trúc SSD thiên về tốc độ xử lý hơn hiệu 

quả tính toán. 

Bảng 1. Kết quả thực nghiệm và đối sánh 

 mAP 50 mAP 75 mAP time 

SSD 0,638 0,278 0,326 0,137 

SPARSE RCNN 0,831 0,715 0,591 0,343 

YOLOv8 0,917 0,700 0,629  

YOLOv7 0,880 0,677 0,583  

YOLOF 0,890 0,657 0,575  

YOLOv3 0,867 0,453 0,459  

Ngoài ra, thực nghiệm cũng cho thấy kiến trúc được sử dụng trong nghiên cứu này cho 

kết quả tốt hơn so với các kiến trúc YOLOF và YOLOv3 được thực nghiệm trên cùng bộ dữ 

liệu đã công bố trước đó [33]. Và không thể so sánh với các kết quả đã công bố khác do sử 

dụng khác bộ dữ liệu. 

Nghiên cứu này cũng thực nghiệm với YOLOv7 và YOLOv8 đây là hai kiến trúc mới 

được công bố năm 2022 và 2023. Kết quả độ chính xác tổng thể mAP của YOLOv7 và 

YOLOv8 lần lượt đã đạt được và vượt qua mức mAP của SPARSE RCNN kết hợp ba hàm 

mất mát. Tuy nhiên, nếu xét kỹ về mAP75 cho thấy SPARSE RCNN vẫn tốt hơn. Với các 

version mô hình YOLO thường được dùng cho các bài toán real-time với kiểu kiến trúc one-

stage nhằm đạt được mAP50 cao. Tuy nhiên, với bài toán y khoa thông thường vị trí hay độ 

trùng lắp của đối tượng cần được khớp và chính xác hơn so với những bài toán khác nên người 

ta thường quan tâm đến độ đo mAP75 và SPARSE RCNN vẫn đạt được hiệu quả cao với kiến 

trúc Two-stage. 
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Hình  7. Bên trái là nhãn, bên phải là ảnh được dự đoán từ mô hình SPARESE RCNN 

5.  KẾT LUẬN 

Nghiên cứu này, đã đề xuất mô hình phát hiện và phân loại tế báo máu được xây dựng 

lần lượt dựa trên kiến trúc SPARSE RCNN và SSD kết hợp với 3 hàm loss GIOU, Facal, L1 

với mục đích giám sát từng nhiệm vụ thực hiện của 2 kiến trúc này. Các thực nghiệm được 

tiến hành trên bộ dữ liệu ảnh tế bào máu BCCD (COCO). Trong đó thực nghiệm 2 với SPARSE 

RCNN cho kết quả tốt hơn về độ chính xác trên tất cả các độ đo. Ngoại trừ về tốc độ, kiến trúc 

SPARSE RCNN cho thấy chậm hơn so với kiến trúc SSD, tuy nhiên kết quả ở Bảng 1 có thể 

chấp nhận được và có thể sử dụng để xây dựng các ứng dụng yêu cầu về thời gian thực. Ngoài 

ra, kết quả thực nghiệm cũng cho thấy mô hình đề xuất trong nghiên cứu này cho kết quả tốt 

hơn so với các công trình khác đã công bố. 

Hướng tiếp theo, sẽ tiếp tục nghiên cứu và cải tiến phương pháp phát hiện đối tượng để 

có độ chính xác cao hơn và thời gian nhanh hơn có thể đáp ứng được nhu cầu nghiên cứu và 

ứng dụng thực tế cho các bài toán liên quan dữ liệu y khoa, cũng như các bài toán áp dụng kỹ 

thuật phát hiện đối tượng khác. 
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ABSTRACT 

 DEEP LEARNING MODEL WITH SPARSE RCNN DETECTS AND CLASSIFIES 

BLOOD CELLS 

Tran Dinh Toan1*, Nguyen Duc Toan2 

1Ho Chi Minh City University of Industry and Trade 

2Precision Medical Joint Stock Company 

*Email: toantd@huit.edu.vn 

This study proposes a deep learning model to detect and classify blood cells such as red 

blood, white blood, and platelets based on blood cell images, using the SPARSE RCNN 

network architecture and combining functions loss of GIOU, Focal, and L1, to assist doctors 

in detecting abnormal development of blood cell types, thereby early diagnosing various 

diseases such as infections in the body, sore throat, pneumonia, meningitis and other 

pathologies. In addition, early detection of abnormalities in red blood, white blood, and 

platelets can help doctors evaluate the patient's overall health, such as the degree of anemia or 

disease related to the body's immune system. Experiments were conducted based on the Blood 

Cell Count and Detection - BCCD (COCO) dataset with SSD, SPARSE RCNN architectures, 

and combined loss functions for monitoring, model results are built from SPARSE RCNN 

achieving an mAP of 0.591, better than the SSD model achieving an mAP of 0.326 and other 

published results. 

Keywords: SSD, BLOOD CELL, SPARSE RCNN, BCCD.  
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